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ÖZ 
 
 Son yıllarda yüksek mekânsal çözünürlüklü uydu 
görüntü miktarındaki artış ile birlikte yüksek spektral 
heterojenlik içeren bu görüntülerden bilgi çıkarımı 
önemli bir araştırma konusu olmuştur. Bu görüntülerden 
bilgi çıkarabilmek için geleneksel yaklaşımların 
kullanımı yeterli olmamaktadır. Nesne tabanlı görüntü 
analizi (NTGA), yüksek çözünürlüklü uzaktan algılanmış 
görüntülerinin analizinde etkin şekilde kullanılan yeni bir 
paradigma olarak ortaya çıkmıştır. NTGA’nın ilk ve en 
temel adımını görüntü nesneleri oluşturmaya yarayan 
görüntü bölütleme adımı oluşturmaktadır. Nesnelerin 
şekli, boyutu ve spektral özellikleri bölütleme 
yaklaşımına bağlı olarak belirlenmektedir. Optimum 
görüntü bölütleme için gerekli yöntem ve parametre 
seçimi, görüntü sınıflandırması veya özellik çıkarımı 
işleminden önce karar verilmesi gereken çok önemli 
hususlardır. Bu çalışma, NTGA alanında kullanılan 
görüntü bölütleme algoritmaları, parametre seçim 
stratejileri ve görüntü bölütleme kalitesi konusunda 
yapılan çalışmalar hakkında detaylı bilgiler ve literatür 
taraması sunmaktadır. Görüntü bölütleme işlemini 
doğru şekilde gerçekleştirmek için araştırmacılara 
rehberlik edecek ve uygulamada dikkat edilmesi 
gereken kritik hususları içeren değerlendirmeler ayrıca 
sunulmuştur. 
  
Anahtar Kelimeler: Uzaktan Algılama, Görüntü 
Bölütleme, Nesne tabanlı görüntü analizi, Görüntü 
İşleme.  
 
ABSTRACT 
 
 In recent years, with the increase in the amount of 
satellite images with high spatial resolution, the 
extraction of information from these images containing 
high spectral heterogeneity has been an important 
subject of research. Conventional approaches are 
deficient to extract information from these images. 
Object-based image analysis (OBIA) has emerged as a 
new paradigm that is effectively used in the analysis of 
high-resolution remote sensing images. The first and 
basic step of NTGA is the image segmentation that is 
applied to create image objects. The shape, size, and 
spectral properties of the objects are determined by the 
segmentation approach. Selection of appropriate 
method and its parametres is crucial for optimal image 
segmentation before the image classification or feature 
extraction stages. This study provides detailed 
information about the image segmentation algorithms, 
parameter selection strategies and image segmentation 
quality studies with literature review. Moreover, some 
guidelines and considerations are presented for 

researchers to conduct segmentation properly focusing 
on some crucial research issues. 
 
Keywords: Remote Sensing, Image Segmentation, 
Object based image analysis, Image Processing. 
 

1. GİRİŞ 
 
 Yüksek mekânsal çözünürlüklü yer gözlem 
uydularının ilk görüntü sağlamaya başladıkları 
2000’li yıllardan itibaren sayıları önemli ölçüde 
artmış (IKONOS, QuickBird, Worldview, vb.)  
sağlanan veri özellikleri iyileşirken paralel olarak 
uygulanan görüntü işleme teknikleri de önemli 
ölçüde geliştirilmiştir. Bu tür görüntülerdeki 
pikseller, arazi karakteristiğine ve algılayıcı 
sensörün çözünürlüğüne bağlı olarak genellikle 
birden fazla yeryüzü nesnesini (doğal veya yapay) 
içermektedir (Kavzoglu, 2009). Buna bağlı olarak, 
sınıf içi spektral heterojenlikte artış 
gözlenmektedir. Bu nedenle sınıflandırmada tek 
başına piksel spektral bilgisinin kullanımı sınıfları 
ayrıt etmede yetersiz kalmaktadır. Ayrıca 
topoğrafyadan kaynaklanan gölgelik alanlar, 
yüksek binaların ve ağaçların gölgeleri 
sınıflandırma doğruluğunu ciddi anlamda olumsuz 
yönde etkilemektedir. Bu tür görüntülere 
uygulanan piksel tabanlı yaklaşımların 
sınıflandırma ve özellik çıkarımı konusunda 
istenen sonuçları vermediği görülmüştür (Yu vd., 
2006). Özellikle, sadece piksellerin spektral 
değerlerinin dikkate alındığı birçok arazi 
örtüsü/arazi kullanımı uygulamasında, yüksek 
sınıf içi spektral değişkenlik ve sınıflar arası 
spektral benzerlik nedeni ile düşük sınıflandırma 
doğrulukları elde edilmektedir (Blaschke vd., 
2004; Myint vd., 2011). Buna ek olarak, 
geleneksel piksel tabanlı yaklaşımlar ile yüksek 
çözünürlüklü görüntülerin sınıflandırılmasında tuz-
biber etkisi adı verilen gürültü oluşmakta, yüksek 
sınıflandırma doğruluğu beklentileri 
karşılanamamakta ve coğrafi bilgi sistemlerine 
aktarımda sorunlar ortaya çıkmaktadır (Duveiller 
vd., 2008; Hussain vd., 2013). Bu zorlukların 
üstesinden gelmek ve görüntü analizinin kalitesini 
arttırmak amacıyla, nesne tabanlı görüntü analizi 
(NTGA) veya coğrafi nesne tabanlı görüntü analizi 
(CNTGA) adı verilen yaklaşım kullanılmaya 
başlamıştır (Blaschke, 2010; Blaschke vd., 2014). 
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NTGA yaklaşımı, uzaktan algılanmış görüntülerin 
makine öğrenme (machine learning) 
algoritmalarıyla analizi için yeni ve benzersiz bir 
bakış açısı sunmaktadır. 
 

Uzaktan algılama alanında nesne tabanlı 
görüntü analizi kavramı ilk olarak Blaschke ve 
Strobl (2001) tarafından dile getirilmiş ve 
günümüze kadar sürekli gelişim göstermiştir. 
Özellikle, sonraki yıllarda NTGA teknikleri ve 
uygulamaları alanında düzenlenen uluslararası 
konferanslar ve hakemli dergilerdeki özel sayılar, 
uzaktan algılama alanında yapılan uygulama 
sayısının arttığını göstermiştir (Gamanya vd., 
2009). NTGA piksellerin gruplandırılmasını, 
dolayısı ile homojen piksel kümelerinin spektral 
özelliklere ek olarak boyut, şekil, doku gibi 
özellikleriyle de analiz edilebilmelerini, hatta 
nesnelerin konumları ve komşulukları gibi 
özelliklerle de sorgulanabilmelerini sağlar.  
(Kalkan, 2011). Böylelikle, NTGA daha karmaşık 
görüntü analiz görevlerini yürütme potansiyeline 
sahip olmaktadır (Kavzoglu vd., 2017).  

 
Son yıllarda arazi örtüsü/arazi kullanımı 

sınıflandırması (Zhang ve Jia, 2014), bina çıkarımı 
(Belgiu ve Drăgut, 2014), orman yönetimi (Wells, 
2010), tarım uygulamaları (Sertel ve Yay, 2014), 
su havzası sınıflandırması (Uca Avci vd., 2014),  
deprem hasar sınıflandırması (Sabuncu ve Sunar, 
2017), ürün tipi belirlenmesi (Uca Avci ve Sunar, 
2015; Delen ve Şanlı, 2017), değişim analizi 
(Hussain, vd., 2013) gibi birçok farklı alanda 
yapılan literatür çalışmaları ele alındığında, 
uzaktan algılama topluluğunun önemli bir 
bölümünün görüntülerden bilgi çıkarımı için piksel 
temelli sınıflandırma yerine NTGA yaklaşımını 
tercih ettiği görülmektedir (Gamanya vd., 2009). 
Piksel tabanlı ve nesne tabanlı görüntü analizi 
sonuçları karşılaştırması da son yıllarda birçok 
yazar tarafından gerçekleştirilmiştir (Alganci vd., 
2013; Blaschke, vd., 2014; Colkesen ve Kavzoglu, 
2016). Örneğin, Yan vd. (2006) piksel tabanlı 
sınıflandırma için en yüksek olasılık yöntemini ve 
nesne tabanlı sınıflandırma için k-en yakın 
komşuluk yöntemini ASTER görüntüsü üzerinde 
kullanarak karşılaştırma yapmışlardır. 
Çalışmalarında, nesne tabanlı en yakın k 
komşuluk sınıflandırmasının genel doğruluğunun 
piksel tabanlı en yüksek olasılık 
sınıflandırmasından daha iyi performans 
gösterdiğini belirtmişlerdir. Castillejo-González vd. 
(2009) ise multispektral QuickBird görüntüsü ve 
çeşitli sınıflandırma algoritmalarını kullanarak, 
tarımsal alanlar üzerinde piksel tabanlı ve nesne 
tabanlı sınıflandırma performanslarını 
karşılaştırmışlardır. En yüksek genel sınıflandırma 
doğruluğu piksel tabanlı yaklaşım için %89,6, 

nesne tabanlı yaklaşım için %93,69 olarak 
belirlenmiştir. Myint vd. (2011), çalışmalarında 
şehir arazi örtüsünü sınıflandırmak için QuickBird 
görüntüsünü kullanmıştır. Bu çalışmada, en yakın 
k komşuluk sınıflandırmasından ve bir dizi bulanık 
üyelik fonksiyonunu kullandıkları nesne tabanlı 
sınıflandırmadan elde ettikleri sonuçları, piksel 
tabanlı sınıflandırma (en yüksek olasılık 
algoritması) sonuçları ile karşılaştırmışlardır. 
Nesne tabanlı sınıflandırmanın (%90,4), piksel 
tabanlı sınıflandırmaya göre (%67,6), büyük 
ölçüde üstünlük sağladığı sonucuna varmışlardır. 

 
NTGA, temel olarak görüntü bölütleme ve 

sınıflandırma olmak üzere iki aşamadan 
oluşmaktadır. Görüntü bölütleme, görüntü 
üzerinde belirleyici özellikleri esas alarak homojen 
görüntü nesneleri oluşturma işlemidir. Bu işlem, 
devamında gelen sınıflandırma işlemini doğrudan 
etkilemesi itibarıyla NTGA’nın temelini 
oluşturmaktadır. Görüntü bölütleme işleminde 
hedef, ele alınan yeryüzü nesnesiyle oluşturulan 
görüntü bölütü sınırlarının tam olarak 
örtüşmesidir. Ancak, yüksek çözünürlüklü uydu 
görüntülerinde değişen düzeyde karmaşık 
yeryüzü özellikleri olmasına bağlı olarak tam 
anlamıyla örtüşme elde etmek oldukça zordur. 
Dolayısıyla, bölütleme parametrelerinin kullanıcı 
tarafından en doğru şekilde belirlenmesi ile 
bölütleme kalitesinin mümkün olduğu kadar 
yüksek olması sağlanmaya çalışılır. Görüntü 
bölütleme kalitesi görüntü kalitesiyle de ilişkilidir 
ve bant sayısı, görüntü çözünürlüğü ve 
görüntünün karmaşıklığına bağlı olarak 
değişebilmektedir (Belgiu ve Drăgut, 2014). 
Mevcut görüntü bölütleme algoritmalarının çoğu 
için parametre seçimi deneme-yanılma yöntemiyle 
gerçekleştirilmektedir. Bu nedenle bu işlem 
sübjektif olarak değerlendirilebilir. Halihazırda 
literatürde bazı bölütleme algoritmaları için 
parametre belirleme yöntem ve araçları 
geliştirilmişse de optimum parametreleri tahmin 
etmek için kullanılabilecek görüş birliğine varılmış 
ya da onaylanmış bir yöntem veya algoritma 
bulunmamaktadır (Kavzoglu vd., 2017). 

 
Görüntü bölütleme çalışmalarında, tek ölçek 

yerine çoklu-ölçek kullanımı sınıflandırma 
doğruluğunu artıran bir yaklaşımdır. Tekli-ölçek 
bölütlemede optimum bölütleme arazi 
kullanımı/arazi örtüsü sınıflarına bağlıdır. Bunun 
sebebi, genel olarak bölütlemenin optimum olması 
durumunda bile bazı sınıflar için ideal görüntü 
nesnelerinin elde edilememesi şeklinde 
açıklanabilir (Räsänen vd., 2013). Ancak, farklı 
türlerdeki yeryüzü nesneleri için optimum ölçek 
belirlenmesi zor bir işlemdir (Li vd., 2010). 
Literatürde birçok çalışmada, tekli-ölçek 
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parametre kullanımının yapıldığı gözlemlenmiştir 
(Espindola vd., 2006; Yu vd., 2006; Neubert vd., 
2008). Kullanıcıların görüntü bölütlerini 
araştırmasını ve her ölçeğe göre sınıflandırma 
kuralları geliştirmesini gerektirmeyen, çoklu-ölçek 
yaklaşımı, daha hızlı ve daha objektif bir yaklaşım 
olarak karşımıza çıkmaktadır (Johnson ve Xie, 
2013). Bu yüzden, çoklu-ölçek kullanımı, son 
yıllarda çalışmalarda daha fazla ön plana çıkmıştır 
(Blaschke vd., 2004; Zhou ve Troy, 2009; Drăgut 
vd. 2010, 2014; Kavzoglu vd., 2017). Genellikle 
çoklu-ölçek bölütleme yöntemleri, gözle 
görülebilen görüntü bileşenleri ile küçük detayların 
sırasıyla daha kaba ve daha iyi ölçeklerde 
bölütlere ayrılma eğiliminde olduğunu 
varsaymaktadır. Örneğin, geniş yollar, konut 
alanları, ormanlar ve nehir havzaları daha kaba bir 
ölçekte bölütlenirken, tek ev veya bina, tek tek 
ağaçlar, tarla ve dereler daha küçük ölçek 
değerleriyle ayrılabilir. Farklı ölçeklerde bölütleme 
elde edildikten sonra, hangi nesnelerin hangi 
ölçeklerde sınıflandırılacağı belirlenebilir (Chen 
vd., 2014).  

 
Bu çalışmanın temel amacı, NTGA ve buna 

bağlı olarak yapılan görüntü bölütleme çalışmaları 
hakkında uzaktan algılama kullanıcılarına genel 
bir değerlendirme yapmak ve literatür taraması 
sunmaktır. Bu çalışmanın içeriği üç bölüme 
ayrılabilir: (1) NTGA ile ilgili temel bilgi ve 
prensipleri vermek, (2) görüntü bölütleme 
yöntemleri ve gelişimi hakkında bilgi vermek, 
ayrıca bölütleme uygulamalarının bir özetini 
sunmak; (3) popüler görüntü bölütleme kalite 
analizlerinin genel yaklaşım ve prensiplerini ortaya 
koymaktır. 

 
2. NTGA TEMELİ ve PRENSİPLERİ 
 

NTGA yöntemi genellikle ilk adımı lokal piksel 
kümelenmelerinden oluşan görüntü bölütleme ve 
ikinci adımı görüntü nesnelerinin sınıflandırılması 
ve doğruluk analizi ile değerlendirmesi olan bir 
prosestir. 

 
İlk adım olan görüntü bölütleme işleminde, 

nesne şekli, boyutu ve spektral özellikleri, 
araştırma hedeflerine ve bölütleme yaklaşımına 
bağlı olarak belirlenmektedir (Dronova, 2015). Bu 
çalışmada, NTGA ile ilgili hakemli dergilerde, kitap 
bölümlerinde ve konferanslarda yayınlanmış 
100’ün üzerinde akademik çalışma tarandıktan 
sonra NTGA’nın genel anlamda önceleri kullanılan 
görüntü bölütleme, kenar algılama, öznitelik 
çıkarımı ve sınıflandırma kavramlarına dayandığı 
söylenebilir. (Haralick, 1983; Levine ve Nazif, 
1985; Pal ve Pal, 1993). Burada görüntü 
bölütleme yöntemleri, bölüt kalitesi ve bölütleme 

parametreleri ile ilgili çalışmalar incelenerek 
sunulmuştur. 

 
NTGA'nın uygulanma süreci hem araştırma 

hedeflerine hem de yazılıma bağlı olarak büyük 
ölçüde değişkenlik göstermektedir. İncelenen 
yayınlar arasında en yaygın yazılımı olarak, özel 
algoritma geliştirilmesini sağlayan ve kural setleri 
kombinasyonu, bölütleme, sınıflandırma ve diğer 
veri analizi adımlarını gerçekleştirilen eCognition 
yazılımı (Trimble Inc) öne çıkmaktadır. Ayrıca, 
Berkeley ImgSeg, ENVI feature extraction module 
(Exelis VIS Inc), ESRI ArcMAP, ERDAS MAGINE 
ticari yazılımları da son zamanlarda NTGA yöntem 
ve yaklaşımlarını sunmaya başlamıştır. Açık 
kaynak kodlu yazılımlarda ise Monteverdi-Orfeo 
Toolbox ve Spring yazılımları ön plana 
çıkmaktadır.  

 
3. GÖRÜNTÜ BÖLÜTLEME YÖNTEM ve 
UYGULAMALARI 
 

Görüntü bölütlemenin uzaktan algılama 
alanında yaygın kullanımı 2000’li yıllarda başlar 
(Blaschke vd., 2004). Görüntü bölütleme, düşük 
seviyeli görüntü işleme ve üst düzey görüntü 
analizi arasındaki semantik boşluk için bir köprü 
görevi görür (Toro vd., 2015). Görüntü bölütleme, 
özellikle multispektral görüntüler için karmaşık ve 
derinlemesine incelenmesi gereken bir çalışma 
alanıdır. Tek bir algoritmanın tüm görüntüler için 
yeterli kabul edilemeyeceği ortaya konmuştur 
(Räsänen vd., 2013). Görüntü bölütleme 
yöntemleri; kümeleme (özellik-uzayı eşikleme) 
esaslı bölütleme, kenar (gradyan) tabanlı 
bölütleme, bölge tabanlı bölütleme olmak üzere üç 
grupta incelenebilir. 

 
a. Kümeleme Esaslı Bölütleme 
 
Kümeleme esaslı bölütleme, bir veri kümesini 

belirli sayıda gruba bölmek için kullanılan bir 
yöntemdir. Piksel grupları arasındaki mekânsal 
ilişki göz önünde bulundurulmadan renk veya 
doku gibi benzer özelliklere sahip pikseller 
gruplandırılır. K-ortalama, ISODATA ve ortalama 
kaydırma (mean shift) algoritmaları en çok 
kullanılan kümeleme yöntemleri arasında yer 
almaktadır. 

 
En popüler kümeleme esaslı bölütleme 

yöntemleri arasında süper piksel algoritmaları ön 
plana çıkmaktadır. Süper pikseller, renk, doku gibi 
belirli ölçütlere göre oluşturulmuş küçük, lokal ve 
tutarlı kümelerden oluşan istatistiksel olarak 
anlamlı homojen görüntü bölgeleridir (Ren ve 
Malik, 2003; Kavzoglu ve Tonbul, 2017). Yalın 
Doğrusal Yinelemeli Kümeleme (Simple Linear 
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Iterative Clustering- SLIC) süper piksel yöntemi, 
Achanta vd., (2012) tarafından geliştirilmiş olup 
uzaktan algılama alanında yapılan çalışmalarda 
sıklıkla tercih edilen yöntemlerden birisidir (Ince 
vd., 2017; Kavzoglu ve Tonbul, 2017). Bu 
algoritma, tek bir parametreden oluşmakta olup (k: 
istenen eşit sayılı süperpiksel boyutu) oldukça 
basit bir yapıya sahiptir. SLIC yöntemi, renk 
yakınlığı mesafesi (denklem 2) ve uzaysal yakınlık 
mesafesini (denklem 3) birleştiren bir mesafe 

ölçüsü D  (denklem 1) kullanarak, her bir pikseli 
en yakın küme merkezine atayarak başlatır: 

 

2 2 2( ) ( ) ( )lab k i k i k id l l a a b b                        (1) 

                                                                                                                                              

2 2( ) ( )xy k i k id x x y y                  (2) 

 

s lab xy

m
D d d

S
                                                (3) 

 

Burada L  , a  ve b  renk uzayı değerlerini, m  

süperpiksel kompaktlığını, sD  lab uzaklığının 

mesafesinin toplamını ( labd ) ve (
xyd ) xy düzlemi 

mesafesini, S normalleştirilmiş grid aralığını ifade 
etmektedir. Renk mesafesi süperpiksel 
homojenliğini kontrol ederken, mekânsal uzaklık 
süperpiksel kompaktlığını ayarlamaktadır (Toro 
vd., 2015). SLIC süperpiksel oluşturma işlemi, 
açık kaynak kodlu Geospatial Data Abstraction 
Library (GDAL) uygulaması 
(https://github.com/cbalint13/gdal-segment) 
üzerinden gerçekleştirilebilmektedir. 

 
b. Kenar (Gradyan) Tabanlı Bölütleme 
 
Kenar tabanlı bölütleme yöntemleri, spektral 

olarak birbirine benzeyen komşu pikselleri 
saptamak ve böylece bitişik kesimler arasındaki 
sınırları tanımlamak için tasarlanmıştır. Kenar 
filtresi görüntüye uygulanır ve filtre sonucu 
pikseller kenar veya kenar olmayan olarak ikiye 
ayrılır. Kenarlar görüntü nesneleri arasındaki sınır 
olarak kabul edilir ve değer değişikliklerinin 
meydana geldiği yerde bulunurlar (Canny, 1986). 
Havza dönüşüm yöntemi, en çok kullanılan kenar 
tabanlı yöntemlerden olup yaygın olarak kullanılan 
ENVI yazılımında da mevcuttur. Havza dönüşümü 
esas olarak hidrolojik havza kavramına dayanır. 
Havzalar bir yerel minimumdan başlayarak suyla 
dolmakta ve farklı havzalardan gelen suyun 
toplanacağı noktalarda barajlar inşa edilmektedir. 
Su seviyesi en tepeye ulaştığında, işlem 
durdurulur. Benzer olarak, yatay bölgeler veya 
havza hatları adı verilen baraj tarafından ayrılmış 
havzalar bölütlenir (Roerdink ve Meijster, 2001).  

c. Bölge Tabanlı Bölütleme 
 

Bölge tabanlı bölütleme yöntemleri, spektral 
olarak benzer olan ve dolayısıyla aynı coğrafi 
nesneye ait olan komşu pikselleri saptamak için 
tasarlanmıştır. Bu tür yöntemler; pikselleri 
birleştirme, görüntüyü bölgelere ayırma ve iteratif 
bir arama şemasında bölme ve birleştirme olarak 
kategorize edilebilir (Glasbey ve Horgan, 1995). 
Birçok bölge tabanlı yöntem bulunmasına rağmen, 
bunların çoğu oldukça karmaşıktır. En çok bilinen 
ve kullanılan eCognition yazılımı içinde de yer 
alan çoklu-çözünürlük yöntemidir. Bu yöntemde, 
her piksel bir görüntü nesnesi olarak 
düşünülmekte ve komşu piksel kümelenmeleri baz 
alınarak birleştirilmektedir. Birleştirme işlemi, 
bitişik görüntü nesnelerinin benzerliğini 
tanımlayan yerel homojenlik kriterlerine 
dayanmakta ve olası bir birleştirme bitinceye 
kadar sürmektedir. 

 
Çoklu-çözünürlük yöntemi, ölçek, biçim ve 

bütünlük olmak üzere kullanıcı tanımlı 3 temel 
parametreden oluşmaktadır (Baatz ve Schäpe, 
2000). Ölçek parametresi belirtilen parametreler 
arasında görüntü nesneleri üretme aşamasında 
en fazla öneme sahip olan parametredir. Ölçek 
belirlemeye yönelik birçok yaklaşım 
bulunmaktadır. Esas olarak, ölçek parametresi 
nesne boyutunu maksimum heterojenlik kriterine 
bağlı olarak belirleme işlemidir. Ölçek parametresi 
arttıkça, görüntü nesneleri boyutları da 
artmaktadır. Biçim parametresi, mekânsal 
homojenliği sağlamakta ve bu değer ne kadar 
büyük olursa spektral homojenliğinin nesne 
üretimine etkisi daha az olmaktadır. Bütünlük 
parametresi, görüntü bölütünün kenar 
uzunluklarının oranlanmasında etkilidir ve buna 
bağlı olarak bölüt kenarlarının daha keskin veya 
daha yumuşak oluşmasını belirlemektedir. 

 
4. BÖLÜTLEMEDE PARAMETRE SEÇİMİ 
 

Görüntü bölütleme sonucunda semantik 
görüntü nesnelerinin fiziksel yeryüzü nesneleriyle 
tamamen örtüşmesi beklenir. Fakat, yüksek 
çözünürlüklü verilerin karmaşıklığı, coğrafi zemin 
özelliklerinin değişen boyutu, şekli ve bunların 
mekânsal dağılımı nedeniyle, görüntü bölütleme 
parametrelerinin ayarlanmasına yönelik global 
veya yerel ölçekli bir parametre modelini formule 
etmek zordur. Farklı yöntemlerin teorilerine ve 
teknik bileşenlerine dayanarak optimum ölçek 
belirleme yaklaşımları Şekil 1’de görüldüğü gibi 
kategorize edilebilir (Liu vd., 2017). Şekil 1’de 
belirtilen yöntemler içerisinde en çok tercih 
edilenler konumsal otokorelasyon tekniğine sahip 
olan  Moran’s  I   indeksi  ve  varyans   değerlerini 
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Şekil 1. Ölçek Belirleme Yaklaşımlarının Sınıflandırması (Liu vd., 2017) 
 
birlikte kullanan yöntemlerdir (Espindola vd., 
2006; Johnson ve Xie, 2011; Chen vd., 2014). Bu 
yaklaşımda nesneler arasındaki heterojenlik ve 
nesneler içerisindeki homojenlik dikkate alınır. 
Bölütleme içi kalite ölçütü, her bir görüntü 
bölütleme alanı tarafından ağırlıklandırılan 
varyans olup, aşağıdaki şekilde hesaplanır: 

V= 1

1

n

i i

i

n

i

i

a v

a








                                                         (4)                                                                                            

Burada iv , i bölütünün varyansını, ia  ise bu 

bölütün alanını göstermektedir. Görüntü bölütleri 
arası kalite ölçütü hesaplanmasında ise, global 
Moran’s I mekânsal otokorelasyon tekniği 

kullanılmaktadır. Global Moran’s I indeksi ( MI ) 
aşağıdaki formülle hesaplanmaktadır: 

 

1 1

2

1

( )( )

( ) ( )

n n

ij i j

i j

n

i ij

i i j

n w y y y y

MI

y y w

 

 

 







 
                           (5) 

Burada n  toplam bölüt sayısını, 
ijw  mekânsal 

yakınlık ölçüsünü, iy  iR  bölütünün ortalama 

spektral değerini ve y  görüntünün ortalama 

spektral değerini göstermektedir. MI  değeri [-1, 
+1] değerleri arasında değişmektedir. Bölüt içi ve 
bölütler arası değerler farklı değer aralıklarında 
olabilmektedir. Her iki değeri de bir arada 
kullanabilmek için (0-1) aralığına indirgemek ve 
normalizasyon işlemi yapmak gereklidir. 
Normalizasyon işlemi aşağıdaki şekilde yapılır: 

 

min

max min

( , )
x x

F V MI
x x





                                         (6)     

                                                      

Burada minx  ve maxx , Moran’s I veya varyansın 

maksimum ve minimum değerlerini 
göstermektedir. Her bir görüntü bölütlemesine 
genel bir “Global Skor” ( GS ) atamak için, 

normalleştirilmiş ağırlıklı varyans ve Moran'ın I 
değerleri aşağıdaki şekildeki gibi hesaplanır: 

 

norm normGS V MI                                                    (7) 

                                                                                                                                

normV ve normMI normalize edilmiş varyans ve 

Moran’s I değerlerini göstermektedir. Optimum 
ölçek değeri GS ’nin minimum olduğu değerden 

hesaplanır. Yukarıda belirtilen hesaplamalar esas 
alınarak F-ölçü yöntemi olarak geliştirilmiş bir 
yaklaşım daha mevcuttur (Johnson vd., 2015). Bu 
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yaklaşımda GS değeri aşağıdaki şekilde 

hesaplanır. 
 

2

2
(1 ) norm norm

f

norm norm

MI V
GS a

a MI V


 

 
                              (8)     

                                                                                            

Burada a  değeri, normMI  ve normV  ’un ağırlığını 

kontrol eden değerdir.
fGS , en iyi tekil ölçekleme 

ve üç seviyeli hiyerarşik bölütleme parametrelerini 
belirlemek üzere her bir ölçek için 
hesaplanmaktadır. Literatürde, lokal varyans 
tabanlı ölçek belirleme yöntemleri arasında en çok 
kullanılan ve iki versiyonu bulunan “Ölçek 
Parametresi Belirleme” (ESP-1 & ESP-2) 
yöntemidir (Drăgut vd. 2010, 2014). ESP aracı, 
eCognition Developer yazılımının Cognition 
Network Language (CNL) ortamında 
programlanan ve çoklu-çözünürlük görüntü 
bölütleme yöntemi için geliştirilmiş bir ölçek 
belirleme aracıdır. Kullanıcının belirlediği artış 
miktarına göre otomatik görüntü bölütlemesi 
gerçekleştirilmekte ve her objenin çıkartımı 
aşamasında standart sapmaların ortalaması 
olarak lokal varyanslar hesaplanmaktadır (Kalkan, 
2011). Lokal varyans grafikleri, görüntünün veri 
özelliklerine göre uygun ölçek parametrelerini 
değerlendirmek için kullanılmaktadır. Lokal 
varyansın değişim oranlarındaki eşik değerleri 
hangi ölçek parametresinde anlamlı nesnelerin 
bölütlemesinin yapılacağını ifade etmektedir. Her 
bir ölçek parametresi için hesaplanan lokal 
varyans değerinin değişim oranının Eşitlik 9’a göre 
belirlenmesi sonucunda bir LV-RoC grafiği elde 
edilmektedir (Kalkan, 2011).   

                     

( 1)
[ ] 100

1

L L
R

L

 
 


                                            (9)   

                                                                

Burada, L  hedef nesnenin lokal varyansını, 

1L  bir sonraki alt nesne seviyesinin lokal 

varyansını göstermektedir. LV-RoC grafiği ani iniş 
çıkışlardan oluşan pikler şeklindedir ve grafikte ani 
değişimin görüldüğü pikler seçilebilecek optimum 
ölçek parametresini göstermektedir (Drăgut vd., 
2010; Kavzoglu vd., 2016). Örnek bir LV-RoC 
grafiği Şekil 2’de gösterilmiştir. Şekil 2’den 
görüleceği üzere, ani değişimin ve ilk zıplamanın 
görüldüğü ilk pik noktası olarak 20 değeri optimum 
ölçek değeri olarak belirlenebilir. Alternatif değer 
olarak, İkinci pik değeri (29) noktası da 
kullanılabilir. 

  
ESP-2 aracı, bir önceki versiyonun geliştirilmiş 

versiyonudur ve lokal varyans hesabında tek bant 
yerine maksimumda 30 bant hesaba katarak işlem 
yapmaktadır (Drăgut vd. 2014). Bu çalışma 
kapsamında yapılan literatür çalışmasında, ESP 
araçlarının “Web of Science” veri tabanında 
200’den fazla bilimsel yayında kullanıldığı tespit 
edilmiştir. 

 
5. BÖLÜTLEME KALİTE ANALİZLERİ 
 

Uzaktan algılanmış görüntülerde, farklı arazi 
örtüsü sınıflarına ve uygulanacak olan görüntü 
bölütleme algoritmasına bağlı olarak görüntü 
bölütleme kalitesi oldukça değişkenlik 
göstermektedir. Ayrıca, bölütleme parametre 
seçimi de olması gerekenden farklı görüntü 
nesnelerinin oluşmasına neden olabilir.  Bu 
nedenle, bölütleme algoritmalarının performansını 
değerlendirmek, etkin bölütleme algoritmaları 
tanımlamak ve optimum bölütleme parametre 
tahmini yapmak için önemlidir (Neubert vd., 2008; 
Johnson ve Xie, 2011). Görüntü bölütleme kalitesi 
doğruluğunu değerlendirmenin birçok yolu vardır 
ve bunlar genel olarak, kontrollü ve kontrolsüz 
yaklaşımlar olmak üzere ikiye ayrılabilirler. 
Görüntü bölütleme yöntemlerini ve parametrelerini 
belirleme de bir standart olmadığı gibi, bölütleme 
kalite belirleme analizi için de herkes tarafından 
kabul edilen bir standart bulunmamaktadır. 

 

Şekil 2. Örnek lokal varyans (LV-RoC) grafiği 
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a. Kontrollü yöntemler 
 

Kontrollü yöntemler, bölütleme sonucunu 
kontrol veya referans nesnelere bağlı olarak 
sayısal analizler yardımıyla değerlendirirler. İdeal 
durumda, referans nesnelerle oluşturulan görüntü 
bölütlerinin birebir örtüşmesi beklenir. Mevcut 
kontrollü değerlendirme teknikleri, ele alınan 
görüntü nesneleriyle ilgili olan referans nesneler 
arasındaki geometrik ve/veya aritmetik ilişkiyi 
modelleme üzerine kuruludurlar. Esas amaç, fazla 
bölütleme (görüntü nesnelerinin referans 
nesneden küçük olması durumu) ve yetersiz 
bölütlemeyi (görüntü nesnelerinin referans 
nesnelerinden büyük olması durumu) belirleyerek 
görüntü bölütleme kalitesini ölçmektir. Literatürde, 
en sık kullanılan kontrollü değerlendirme 
teknikleri, alan uyum indeksi ( AUI ) ve kalite oranı 

( KO  ) metrikleridir. 

 

( ) ( )

( )

r i s j

r i

A A
AUI

A


                    (10) 

( ( )

( ) ( )

r i s j

r i s j

A A
KO

A A
                         (11) 

 
AUI , referans nesneleri ve karşılık gelen 

görüntü nesneleri arasındaki örtüşme derecesini 
hesaplar (Lucieer ve Stein, 2002). Pozitif AUI  

fazla bölütlemeyi, negatif AUI  yetersiz 

bölütlemeyi gösterir. KO , görüntü bölütlerine 

karşılık gelen referans nesneler arasındaki 
örtüşmeyi göstermektedir (Winter, 2000) Belirtilen 
metrikler, 0 ile 1 arasında değerler alır. Referans 
nesneleri ve üretilen görüntü nesneleri arasında 
birebir örtüşme olduğunda AUI  değeri 0 ve KO  

değerinin 1 olması beklenmektedir (Clinton vd., 
2010). Bazı çalışmalarda fazla bölütleme ve 
yetersiz bölütlemeyi belirlemek amacıyla bölge 
esaslı kesinlik ( p ) ve geri çağırma ( r ) metrikleri 

kullanılmaktadır (Yi vd., 2012; Zhang vd., 2015). 
Burada esas olan, her referans nesnesinin bir 
görüntü bölütüyle eşleşmesi ve örtüşme 

oranlarının maksimum olmasıdır. iS , her bir 

görüntü nesnesini, iR  her bir referans nesnesini, 

maxiR  ise ilgili görüntü nesnesiyle maksimum 

oranda örtüşen referans nesnesini temsil 
etmektedir.  
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Bu metriklerin dışında; potansiyel bölütleme 

hatası ( PBH ), bölütleme sayısı oranı ( BSO ) ve 

öklit uzaklığı 2 ( 2ÖU  ) gibi başka kontrollü 

değerlendirme yöntemleri de bulunmaktadır. PBH, 
yetersiz bölütleme olan yerlerin toplam alanını ve 
referans nesneler arasındaki oran üzerinden 
hesaplanan geometrik uyumsuzluğu ölçer. BSO , 

referans nesneler ve ilgili görüntü bölütleri 
arasındaki aritmetik tutarsızlığı ölçmektedir. 

2ÖU   indisi ise görüntü bölütleme kalitesini, 

PBH  ve BSO  indislerini hesaplayarak 

belirlemektedir (Liu vd., 2012; Novelli vd., 2017). 

Aşağıda belirtilen denklemlerde, ir  referans veri 

seti içindeki referans poligonlarını, ks  karşılık 

gelen bölütleme veri kümesindeki ilgili görüntü 
bölütlerini, m  referans poligonlarının sayısını, v  

ise karşılık gelen görüntü bölütleri sayısını ifade 
etmektedir. 
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b. Kontrolsüz Yöntemler 

 
Kontrolsüz yöntemler, insan algılarını esas 

alarak görüntüyü değerlendirir ve buna bağlı 
olarak uyumlu bölütlemeye yönelik olarak belirli 
ölçütleri kullanırlar (Zhang, 1996; Zhang vd., 
2008). Kontrollü yöntemlerden farklı olarak, 
herhangi bir yer kontrol noktasına veya referans 
nesnesine ihtiyaç duymazlar. Literatürde, uzaktan 
algılanmış görüntüler için oluşturulmuş birçok 
kontrolsüz yöntem yaklaşımı bulunmaktadır. 
Örneğin; Stein ve De Beurs (2005), iki Landsat 
görüntüsünün görüntü bölütlerinin semantik 
doğruluğunu belirlemek için karmaşıklık 
metriklerini kullanmıştır. Radoux ve Defourny 
(2008), kırsal alanda bölütleme sonuçlarını 
değerlendirmek için normalleştirilmiş bölütleme 
sonrası standart sapma ve kenar 
uyumsuzluğunun bir kombinasyonunu 
kullanmıştır. Shi vd. (2017), nesnelerin önemli 
özelliklerini yansıtan yeni bir kontrolsüz yöntem 
önermiştir. Genel olarak, kontrolsüz yöntemler 
optimum ölçek parametresi tespitine yönelik 
olarak görüntüye uygulanırlar. Bu yöntemler yer 
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kontrol noktası gerektirmediğinden zaman ve 
maliyet bakımından avantajlı sayılabilirler. Ancak, 
görsel analiz kantitatif değerlendirme sağlayamaz 
ve insan algısına bağlı olduğundan öznel olarak 
değerlendirilmektedir (Su ve Zhang, 2017). 

 
6. TARTIŞMA 
 

Görüntü bölütleme ölçeğinin seçimi için 
geleneksel yaklaşım, çoğunlukla bölütleme 
uygunluğunun görsel bir değerlendirmesine 
dayanan öznel deneme yanılma yöntemlerinin 
kullanılmasıdır. Bu yaklaşımlar NTGA’nın uzman 
bilgi birikimine ihtiyacının fazla olması sebebiyle, 
pek tekrarlanabilir değildirler ve yaklaşımın 
sağlamlığına ilişkin bazı sınırlamaları ortaya 
çıkarmaktadırlar. Buna bağlı olarak, optimum 
ölçek parametresini belirlemeye yönelik otomatik 
ölçek seçimi yöntemleri oluşturulsa da bazı 
kısıtlamalar bulunmaktadır. 

 
Karmaşık yeryüzü yapısı, görüntü mekânsal 

çözünürlüğü, spektral bant sayısı gibi etkenlere 
bağlı olarak, optimum bölütleme yönteminin 
belirlenmesinde evrensel olarak kabul görmüş bir 
standart bulunmamaktadır. Bazı görüntü 
bölütleme algoritmaları, kentsel alan içeren 
görüntülerin işlenmesinde iyi performans 
sağlarken, bazılarının kırsal alanların 
bölütlenmesinde iyi performans gösterdiği; bazı 
yöntemlerin sentetik açıklıklı radar (SAR) 
görüntülerde başarılı sonuçlar verirken bazılarının 
da optik olanlar için daha iyi sonuç verdiği 
görülmüştür (Su ve Zhang, 2017). Dolayısıyla, en 
uygun görüntü bölütleme bilgisinin çıkarımı için 
dikkat edilmesi gereken başlıca hususlar 
şunlardır: 

 

 Spektral ve mekânsal özellikleri nedeniyle 
tüm objeler birbirinden farklı özelliğe sahiptir. Bu 
nedenle her arazi örtüsü sınıfı özelliği için tekli 
ölçek kullanımı yeterli olmayabilir (Baatz ve 
Schäpe, 2000). Ayrıca, tekli ölçeğin kullanılması, 
bazı arazi örtüsü özellikleri için fazla veya yetersiz 
bölütlemeye neden olabilmektedir. Bu durumlarda 
görüntü karakteristiğine göre farklı arazi örtüsü 
sınıfları için çoklu ölçek yaklaşımları tercih 
edilmelidir (Kavzoglu vd., 2017). 

 

 Kalite değerlendirme işlemi, NTGA’nın 
genel iş akışı içinde mutlaka yer almalıdır. Ancak 
bu yöntemler güçlendirilmelidir. Kontrollü kalite 
değerlendirme yöntemlerinde, genellikle doğal 
nesneler (yani, fiziksel sınırı belli olmayan 
nesneler) yerine binalar ve diğer yapay yapılar 
olan referans arazi kullanım nesneleri 
kullanılmaktadır (Belgiu ve Drăgut, 2014; Doxani 
vd., 2015). Albrecht vd. (2010)’a göre doğal 

nesneler kavramsal olarak daha belirgin 
olmalarına rağmen, tematik çalışmalarda bazı 
belirsizlikler içermektedirler. Ölçek nedeniyle 
sınırlarda oluşan bulanıklık, doğal nesnelerin 
doğrulanmasını güçleştirmektir (Kavzoglu vd., 
2017). 

 

 Görüntü bölütleme sonucu oluşan görüntü 
nesneleri, genellikle nesne içi spektral varyasyon 
veya heterojenite ile ilgili parametrelere bağı 
olarak değişmektedir. Çoklu-çözünürlük bölütleme 
yaklaşımı ile farklı boyutlu nesnelerin göreceli 
ağırlıkları, ile biçim (geometri) ve renk arasındaki 
uyum (spektral) nesne içi heterojeniteye izin veren 
ölçekle belirlenebilir. Dolayısıyla, çoklu-
çözünürlük yaklaşımı ile çok sayıda potansiyel 
parametre seçimi mümkün hale gelmekte ve tek 
ölçek kullanımına kıyasla daha avantajlı 
olabilmektedir.  

 

 Görüntü bölütleme sürecinin parametre 
seçimi aşamasının deneme yanılma yaklaşımı 
yerine, ESP aracı gibi yarı otomatik veya otomatik 
yöntemler ile gerçekleştirilmesi daha bilimsel ve 
objektif bir yaklaşım olacaktır. 

 
7. SONUÇ 

 
NTGA yaklaşımının özellikle yüksek 

çözünürlüklü uydu görüntüleri ve hava fotoğrafları 
üzerinde yapılan çalışmalarda ciddi katkılar 
sağladığı ve sunmuş olduğu esnek yapı ile her 
geçen gün artan sayıda kullanıldığı görülmektedir. 
Nesneye dayalı yaklaşımlar, sadece bilgisayar 
dilleri değil görüntü işleme analizine de kolayca 
adapte edilebilmektedir. Farklı coğrafi 
uygulamalar için görüntü bölütlemesi kullanan 
uzaktan algılama/coğrafi bilgi sistemleri 
uygulayıcılarının büyük bir bilimsel topluluk 
oluşturduğu söylenebilir. Yaygın kullanım ile 
NTGA’nin geliştirilmesi, belirli alanlar, disiplinler ve 
kullanıcı ihtiyaçları için nesne tabanlı çözümlerin 
uyarlanması daha hızlı ve kolay olacaktır. NTGA, 
tarım, ormancılık, kentsel alanların izlenmesi ve 
doğal kaynakların analizi gibi birçok görüntü 
analizi çalışmalarında başarılı sonuçlar 
vermektedir. Ancak NTGA, esas olarak, 
yaklaşımın sağlamlığına ilişkin önemli bilimsel 
konuları vurgulayan uzman bilgiye 
dayanmaktadır.  

 
Bu çalışmada, literatürde ifade edilen önemli 

teknikler ve çalışmalar hakkında bilgiler 
özetlenerek, NTGA alanındaki son durum ve 
gelişim ihtiyaçları tartışılmıştır. Literatürden 
örnekler de verilerek mevcut görüntü bölütleme 
yöntemleri, görüntü bölütleme parametre seçim 
yaklaşım ve araçları, ayrıca görüntü kalite analizi 
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konularına odaklanılmıştır. Bununla birlikte, 
görüntü bölütleme işlemini uygun biçimde 
gerçekleştirmek için ele alınması gereken temel 
problemler de tartışılmıştır. Bu çalışma ile son 
yıllarda popüler hale gelen ve yazılımlara entegre 
edilen görüntü bölütleme ile nesne tabanlı 
sınıflandırma yaklaşımının, uzaktan algılama 
alanında daha etkin olarak kullanılacağı ve önemli 
bir araştırma konusu olacağı değerlendirilmiştir.  
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